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PREDSLOV

Tato vysokoskolska u¢ebnica vznikla ako podklad ku vyuébe predmetu Umel4 inteligencia na Ka-
tedre riadiacich a informaénych systémov Zilinskej univerzity. Vznikala postupne, po¢as troch ro-
kov, ako odpoved na potrebu existencie sthrnného materialu obsahujuceho v kompaktnej forme
zékladné poznatky o oblastiach, ktorym sa predmet venuje.

Hoci stavba ucebnice je prispdsobena osnove konkrétneho predmetu, mozno ju pouzit aj sa-
mostatne — ako material, ktory v dostupnej a pomerne jednoduchej forme prezentuje vybrané
zékladné témy z oblasti umelej inteligencie.

K samotnému predmetu existuje uz predchadzajtica u¢ebnica - Rozhodovanie a riadenie s pod-
porou umelej inteligencie [[1]] - ktora poskytuje velmi dobry prehlad o viacerych pristupoch a me-
toédach z oblasti umelej inteligencie. Bola vydana v roku 2005.

Cielom novej ucebnice nie je tento existujici material nahradit. Sledujeme dva ciele: Prvym
je zaplnit biele miesta, kedZe predchadzajica ucebnica sa nevenuje viacerym perspektivnym ob-
lastiam, ani nepokryva vsetky témy, ktoré sa v sicasnosti na predmete preberaju.

Druhym cielom je poskytnut znalosti v dostupnej forme a takym sposobom, aby ich bolo
mozné lahko aplikovat. Ucebnica preto kombinuje teoreticky vyklad s prikladmi - nielen vy-
poctovymi, ale aj aplikacnymi. Prilozené sa zdrojové kody pre prostredie Matlab a programovaci
jazyk Python, ktoré nielen ilustruju jednotlivé metody, ale predovsetkym ukazuji ako ich mozno
pouzit.

Prva cast ucebnice obsahuje dve velké kapitoly — jednu na tému fuzzy pristupov, ktoré sluzia
ako nastroj na formalizaciu vagnych poznatkov a druhd na tému umelych neurénovych sieti,
ktoré bezpochyby patria medzi najznamejsie pristupy v oblasti umelej inteligencie a mozno ich
aplikovat na siroku skalu uloh.

Medzi ciele ucebnice nepatri poskytnuat vycerpavajuci prehlad diskutovanych oblasti — bola
by to nielen nadludska, ale predovsetkym zbytocna namaha. Podrobnych materialov ku jednot-

livym témam je dostatok. Nasou ulohou je vsak poskytnut ¢itatelovi dostato¢ny zaklad na to,
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aby ich dokazal studovat samostatne. V texte sa preto priebezne vyskytuju citacie, odkazujtice na
prace, venujuce sa danej problematike podrobnejsie. V zavere kapitol je navyse vyhradena cast
na odporucanie dalsej literatury, online kurzov, softvérovych nastrojov a podobne.

Niet pochyb, Ze na seridézne Stidium metdd umelej inteligencie je v sucasnosti nevyhnutna
znalost anglického jazyka. Prechod ku anglickym textom sa preto ucebnica snazi ulah¢it zavede-
nim slovensko-anglického slovnika pojmov. Tento by mal pomdct identifikovat anglické ekviva-

lenty ku hlavnym diskutovanym terminom.

’ AN
PozZNAMKA | Poznamky

Ucebnica na niektorych miestach obsahuje poznamky, ktoré ilustruju a do-
vysvetluju zmysel textu.

V elektronickej verzii knihy si na viacerych miestach k textu prilozené su-
bory - tieto s oznacené &). Extrahovat ich mozno typicky bud lavym alebo

pravym kliknutim (v zavislosti od konkrétnej aplikacie).




from matplotlib import cm
from matplotlib.ticker import LinearLocator, FormatStrFormatter
import matplotlib.pyplot as plt
import numpy as np

from numpy import array, size

# A nice quadratic bowl.
fig = plt.figure('error_surface_bowl')
ax = fig.gca(projection='3d')

X, Y = np.mgrid[-10:10.5:0.5, -10:10.5:0.5]

Z = X**2 + Y**2

surf = ax.plot_surface(X, Y, Z, rstride=1, cstride=1, cmap=cm.Spectral,
        linewidth=0, antialiased=True)
fig.colorbar(surf, shrink=0.5, aspect=5)

ax.w_xaxis.set_pane_color((1.0, 1.0, 1.0, 1.0))
ax.w_yaxis.set_pane_color((1.0, 1.0, 1.0, 1.0))
ax.w_zaxis.set_pane_color((1.0, 1.0, 1.0, 1.0))

ax.set_xlabel(r'$w_1$');
ax.set_ylabel(r'$w_2$');
ax.set_zlabel(r'$E(W)$');

plt.tight_layout()

# Contour plot
X, Y = np.mgrid[-10:10.2:0.2, -10:10.2:0.2]

Z = X**2 + Y**2

fig = plt.figure('error_surface_bowl_2D')
contour = plt.contour(X, Y, Z, [1, 5, 20, 50, 100, 150, 200],
            antialiased=True)
fig.colorbar(contour, shrink=0.5, aspect=5)
plt.xlabel(r'$w_1$');
plt.ylabel(r'$w_2$');
plt.tight_layout()

# An elongated bowl.
fig = plt.figure('error_surface_elongated')
ax = fig.gca(projection='3d')

X, Y = np.mgrid[-10:10.5:0.5, -10:10.5:0.5]
Z = (2*X)**2 + Y**2

surf = ax.plot_surface(X, Y, Z, rstride=1, cstride=1, cmap=cm.Spectral,
        linewidth=0, antialiased=True)
fig.colorbar(surf, shrink=0.5, aspect=5)

ax.w_xaxis.set_pane_color((1.0, 1.0, 1.0, 1.0))
ax.w_yaxis.set_pane_color((1.0, 1.0, 1.0, 1.0))
ax.w_zaxis.set_pane_color((1.0, 1.0, 1.0, 1.0))

ax.set_xlabel(r'$w_1$');
ax.set_ylabel(r'$w_2$');
ax.set_zlabel(r'$E(W)$');
plt.tight_layout()

# Contour plot
X, Y = np.mgrid[-10:10.2:0.2, -10:10.2:0.2]

Z = (2*X)**2 + Y**2

fig = plt.figure('error_surface_elongated_2D')
contour = plt.contour(X, Y, Z, [1, 5, 20, 50, 100, 150, 200],
            antialiased=True)
fig.colorbar(contour, shrink=0.5, aspect=5)
plt.xlabel(r'$w_1$');
plt.ylabel(r'$w_2$');
plt.tight_layout()

plt.show()
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SKRATKY

AN:  umely neurdn (angl. artificial neuron), pp.[78]

ANFIS: adaptivny neuro-fuzzy inferenény systém, p.[43|

ANN: umel4 neurdnova siet (angl. artificial neural network), pp.[84} [88] [119] [125] [144} [147H152]

BFGS: Broyden-Fletcher-Goldfarb—Shanno algoritmus, p.[149]
CoA: metdda taziska (angl. centre of area); tiez CoG, p.[3]]
CoG: metdda taziska (angl. centre of gravity); tiez CoA, pp.[31}

DIKW: data-informéacie-znalosti-mudrost pyramida (angl. data-information-knowledge-wisdom

pyramid), pp.[8} [9

FIR: filter s kone¢nou impluznou odozvou (angl. finite impulse response); v slovenske;j litera-

tare aj KIO, p.[145]
FIS:  fuzzy inferen¢ny systém, pp.[27]

FLC: fuzzy regulator (angl. fuzzy logic controller), p.[40|

FM:  fuzzy mnoZina, pp.[13]

FoM: prvé z maxim (angl. first of maxima), pp.[32}
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GPGPU: univerzalne vypocty na grafickych kartach (angl. general-purpose computing on graph-
ics processing units), p.[86|
GPU: grafické karta (angl. graphics processing unit), p.[36]
HM: metoda vySok (angl. height method), p.[31]
LoM: posledné z maxim (angl. last of maxima), pp.[32}
MIMO: viac vstupov — viac vystupov (angl. multi input multi output), p.[41]
MISO: viac vstupov — jeden vystup (angl. multi input single output), p.[41]
MLP: viacvrstvovy perceptron, viacvrstvova neurénova siet (angl. multi-layer perceptron),
p-Bg
MoM:  stred maxim (angl. middle of maxima), p.[33
P: proporcionalny regulator, pp.[4448]
PD: proporcionalno deriva¢ny; proporcionalno diferenény (regulator), pp.[44H49]
PI: proporcionalno integra¢ny (regulator), pp.[44]
PID: proporcionalno integracno derivaény (regulator), pp.
PS: proporcionalno sumacny (regulator), pp.[45H48]
PSD: proporcionalno sumacno diferenc¢ny (regulator), pp.[44}
SAR: systémy automatického riadenia, pp.[143]
SGD: stochasticky klesajuci gradient (angl. stochastic gradient descent), p.[105]
SISO: jeden vstup - jeden vystup (angl. single input single output), p.[41]

SOM: samoorganizujica sa mapa (angl. self-organising map), pp.[140}

T-S:  metdda Takagi-Sugeno, pp.
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SLOVNIK POJMOV

Alfa hladina: alpha level.
Alfa rez: alpha cut.
Baza pravidiel: rule base.

Ciastoc¢ne kontrolované ucéenie: semi-

supervised learning.
Defuzzifikacia: defuzzification.
Doplnok: complement.
lear-

Ucenie pomocou komisii: ensemble

ning.

Fuzzy inferencny systém: fuzzy inference

system.
Fuzzifikacia: fuzzification.
Fuzzy ¢islo: fuzzy number.
Fuzzy interval: fuzzy interval.
Jadro: kernel core.
Kompetitivne ucenie: competitive learning.

Konkurenéné ucenie: competitive learning.

Kontrolované ucenie: supervised learning.
Lingvisticka hodnota: linguistic value.
Lingvisticka premenna: linguistic variable.

Metoda taziska: centre of gravity (CoG) resp.
centre of area (CoA). TieZ centroid

method.

Metoda vysok: height method (HM). Tiez

max membership principle.

Nekontrolované ucenie: unsupervised lear-

ning.

Umela neurdnova siet: artificial neural ne-
twork (ANN).

Normalna fuzzy mnozina: normal fuzzy set.
Nosic¢: support.

Ostra hodnota: crisp value.

Prienik: intersection.

Prvé z maxim: first of maxima (FoM).

Samoorganizujuca mapa: self-organising

map.



Stred maxim: middle of maxima (MoM).
Stupen prislusnosti: degree of membership.

Subnormalna fuzzy mnozina: subnormal

fuzzy set.
T-konorma: T-conorm.
T-norma: T-norm.

Ucenie bez predlohy: unsupervised  lear-

ning.

Ucenie bez udéitela: learning without a tea-

cher.

Ucenie s odmenou: reinforcement learning.

ix
Ucenie s predlohou: supervised learning.
Ucenie s ucitelom: learning with a teacher.
Umely neurén: artificial neuron (AN).
Univerzum: universe of discourse.
Vrchol: peak.
Vrstvena siet: layered network.
Vyska: height.
Zakonitosti: regularities.

Zjednotenie: union.



ZOZNAM OBRAZKOV

(1.1 ~ Strojove ucenie — POJIMY. . . . . . . v v v vt e e e e e e e 2
(1.2 Je lokalne zovSeobecnenie postacujuce?| . . . . . . .. ... ... L. 3
(1.3 Kontrolované ucenie — Kklasifikacial . . ... ... ... ... ... ... ..., 5
(1.4 Ucenie s odmenou: sekvencné rozhodovanie) . . . . . . . ... ... ... ... .. 6
(1.5 Zhlukovanie — tri zhluky a systém vykonavajuci klasifikaciu). . . . . .. ... .. 6
.6 Vektorova kvantizacial . .. ... .... ... ... ....... ... .. .... 7
(1.7 DIKW pyramida - data, informacie, znalosti, madrost.| . . .. ... ... ... .. 9
[2.1  Po kolkych odhryznutiach sa stava z jablka ohryzok? . . . . ... ... ... ... 14
[2.2  Diskrétna fuzzy mnozina, grafické znazornenie| . . . . . .. ... L. 15
[2.3  Grafické znazornenie spojitej fuzzy mnoziny|. . . . . . .. ... ... 15
[2.4 Lingvisticka premenna vyska cloveka a jej lingvistické hodnoty,| . . . . . . .. .. 27
[2.5 Fuzzy inferencny systém — blokova schéma,| . . . . ... ... ... ... ... 28
2.6 Mamdaniho inferencial . . . .. ... ... ... o 30
27 Metédataziskal . . ... ... ... 32
2.8 MetodavysSok| . . . . . .. 32
[2.9 Metoda vazeneho priemeru.| . . . . ... 32
210 Prvézmaximl] . . . ... ... 33
11 Stredmaximl . . . . . . . ... 33
212 Posledné zmaximl. . . . . ... ... ... ... 33
[2.13 Stred najvacsejplochy| . . . ... .. ..o oo 34
[2.14 Agregacia — Prvy SCENAL.| . . . . . . . v v vttt e e e e e 34
[2.15 Agregacia — druhy scenar| . . . . . ... ... L 34
216 Mamdanihometédal. . . . . . ... ... L 36




X1

218 Tsukamotovametodal. . . . ... ... ... ... 39
[2.19 Metoda Sugeno-Takagi,| . . . . . . . . ... o 39
[2.20 Yagerovametoda| . . . . . ... 40
[2.21 Fuzzy regulatortypuP| . . . . . . ... 46
[2.22 Fuzzy PDregulator| . . . . . . . . . ... 47
[2.23 Fuzzy regulator typu PS| . . . . . . ... oo 47
[2.24 Fuzzy regulator typuPSD| . . . . . . . ... oo 48
[2.25 Fuzzy PSD s 1 vstupom; rozsirena architektura, 1 regulator|. . . . . ... ... .. 48
[2.26 Fuzzy PSD s 1 vstupom; rozsirena architektura, 3 regulatory| . . . . . .. ... .. 49
[2.27 Priklad —fuzzy ¢islo| . . . . . ... 50
[2.28 Priklad - fuzzy interval|. . . . . . ..o oo 50
[2.29 L-Rreprezentaciafuzzy Cisla). . . . . . . . ... . o 52
[2.30 Reprezentacia funkcie prislusnosti pomocou a-rezov| . . . . ... ... ... 57
2.31 Trojuholnikové fuzzy ¢isla 2 = tfn(2,1,1) a3 =tm(3,1,1)) . ... ... ... .. 59
[2.32 Vypocet elementarnych aritmetickych operacii pomocou rozkladu ¢isla na a-rezy| 62
2.33 Zobrazenie prvkov mnoZiny M pre nasobenie fuzzy ¢isel 2a3f. . . . .. . .. .. 64
2.34 Zobrazenie prvkov mnoziny D pre delenie fuzzy ¢isel2a3, . ... ... ... .. 67
[2.35 Graficky vystup programuz Lst.J4}. . . . . . . ... ... 70
3.1 Biologickyneuron| . . .. ... ... 78
3.2 Umelyneuron,|. . . . . ... ... 79
3.3 Znamienkova funkcia sgn(z).| . . . .. ... 80
3.4 Aktivacna funkciatanh(z)|. . . .. ... L Lo 80
3.5 Sigmoidna funkcia| . . ... ... L 80
[3.6  Separacia vstupného priestoru.|. . . . . . ... oL 82
[3.7  Separacia vstupneho priestoru funkcie OR| . . . . . ... ... oo 83
[3.8 Separacia vstupneho priestoru funkcie XOR.| . . . . . ... ... 0L 83
[3.9 Kombinacia perceptronov s logickym ¢clenom AND,| . . . . ... ... ... .... 84
[3.10 Nahrada logického ¢lena AND perceptronom.| . . . .. ... ... ... ... ... 84
[3.11 Dopredna architektara| . . . . . ... ... o oo o 85
[3.12 Rekurentna siet (na obrazku $peciadlny pripad, tzv. Jordanova siet) | . . ... ... 85
[3.13 Iterativny priebeh ucenia,. . . . . . . . ... ... L L 89
3.14 Funkcia f(z,y) . . . . . 91
13.15 Boc¢ny rez funkcie f(x,y)prey =0/]. . . . . ... o oL 91
[3.16 Minimalizacia metodou klesajuceho gradientu.|. . . . . . ... ... ... 93
[3.17 Minimalizacia metodou klesajuceho gradientu: bo¢ny rezf. . . . . . ... ... .. 93
[3.18 Priklad funkcie s velkym poctom lokalnych minim| . . . .. ... ... ... ... 97




xii

B9 Siefslvrstvamil. . . ... ... ... ... ... .. 100
.20 Inkrementalneuceniel. . . . . .. ... ... ... ... L 105
3.21 Davkoveuceniel . . . . . . ... L 105
[3.22 Chybovy povrch v tvare paraboloidu.| . . . . . ... ... ... o000 106
[3.23 Chybovy povrch v tvare paraboloidu — vrstevnicovy graf|. . . . . . ... ... .. 107
[3.24 Chybovy povrch v tvare roztiahnutého paraboloidu,. . . . . . .. ... ... ... 108
[3.25 Chybovy povrch v tvare roztiahnutého paraboloidu — vrstevnicovy grat,| . . . . . 108
[3.26 Minimalizacia na roztiahnutom paraboloide. Dochadza ku oscilacii v smere wy.. . 109
13.27 E(W) v case: metdda klesajuceho gradientu bez pouzitia hybnostif . . . .. . .. 110
[3.28 FE(W) v case: metoda klesajuceho gradientu s pouzitim hybnosti| . . . . ... .. 110
[3.29 Minimalizacia na roztiahnutom paraboloide s pouzitim hybnosti|. . . . . . . . .. 110
[3.30 Minimalizacia na roztiahnutom paraboloide bez hybnosti s A = 0,005.. . . . . . . 110

[3.31 Minimalizacia na roztiahnutom paraboloide s pouzitim hybnosti — vrstevnicovy |

............................................ 111

[3.32 Minimalizacia na roztiahnutom paraboloide bez hybnosti s A = 0,005 — vrstevni- |

| covy grat|. . . ... 111

13.33 Minimalizécia na roztiahnutom paraboloide s pouzitim hybnosti — chyba F/(11/) v ¢ase 111

[3.34 Minimalizacia na roztiahnutom paraboloide bez hybnosti s A = 0,005 — chyba |

| EW)veEase,. . . . oo e 111
[3.35 Polynomicka regresia so stupniom polynomu3.|. . . . .. ... ... ... ... .. 127
[3.36 Polynomicka regresia so stupnniom polynomu 7). . . . ... .. ... ... ... .. 127
[3.37 Polynomicka regresia so stupnniom polynomu 10| . . . . . . ... ... L. 127
[3.38 Polynomicka regresia so stupnniom polynomu 15 . . . . . ... ... ... ... .. 127
[3.39 Vizualizacia regresnej zavislosti z Lst. |11} . . . . . ... ... ... ... ... ... 128
[3.40 Vizualizacia regresnej zavislosti z Lst. [11[s 30 a 30 skrytymi neuronmi.| . . . . . . 128
[3.41 Priklad siete s konkurencnym ucenim| . . .. ... .. ... ... 0L 130
[3.42 Konkurencné ucenie —priklad,|. . . . . .. ... o oo 132
[3.43 Topologia MAXNET) . . . . . . . . . . 138
[3.44 Kompetitivne ucenie — 2-rozmerny pripad.| . . . . . . . ... ... ... 139
[3.45 Presakujuce konkurencne ucenie —priklad|. . . . .. ... ..o 000000 141
[3.46 SOM - topologie| . . . . . . . . . . L 142
[3.47 Aproximacia neznamej funkcie vSARnabaze ANN,. . . . . ... ... ... ... 144
[3.48 Princip inverzného riadenia| . . . . . . ... ... oL oL 145
[3.49 Identifikacia parametrov inverzneho modelu,. . . . . . . ... ... 0L 145
[3.50 Inverzne riadenie s priebeznym ucenim, © —q.| . . . . . . ... ... 146

[3.51 Inverzné riadenie s priebeznym ucenim, w —y| . . . . . ... ... 146




xiii

[3.52 Zapojenie s fixnym stabiliza¢cnym regulatorom|. . . . ... ... 000000 147
[3.53 ANN adaptivne riadenie s referencnym modelom |. . . . . .. ... ... ... 148
[3.54 Prediktivne riadenie na baze ANN.. . . . . . . . . .. ... oL 149

[3.55 Prediktivne riadenie na baze ANN s aproximaciou optimaliza¢ného algoritmu. . . 150




Xiv

ZOZNAM TABULIEK
[2.1  Prehlad suvislosti medzi po¢tom vstupov a typom regulatora| . . ... ... ... 49
[2.2  Vztahy pre nasobenie L-R fuzzy ¢isel| . . . . . .. ... oo 00000 56
[2.3 Vztahy pre delenie L-R fuzzy ¢isel|. . . . . .. ... ... o oo oo 56
3.1 Pravdivostna tabulka funkcie ORJ . . . ... ................ .. ... 83
3.2 Pravdivostna tabulka funkcie XORl . . ... ................ . .... 83
[3.3 Body ziskane aplikaciou metody klesajuceho gradientu,| . . . . . . . ... ... .. 92
3.4 Kodovanie ¢o triedatoneurdnl. . . . . .. ..o 115
3.5 Klasicke binarne kodovanie tromi bitmil . . . . ... ..o o000 116




KAPITOLA 1

STROJOVE UCENIE

Tato kapitola prezentuje stru¢ny uvod do zakladného nazvoslovia z oblasti strojového ucenia.
Strojovym ucenim rozumieme subor pristupov a metdd, ktoré umoznuju strojom ucit sa, t.j. zis-
kavat urcité uzito¢né spravanie bez toho, aby ho bolo potrebné explicitne naprogramovat. Za-
hrnieme tiez niektoré podporné metddy — napriklad uzito¢né formalizmy ako st fuzzy pristupy,
ktoré umoznuju formalizovat vagne pravidla a vyroky. Na tomto mieste zhrnieme predovsetkym
zakladné pojmy spolo¢né pre vsetky smery strojového ucenia a jednak predstavime prehlad vy-
branych smerov - ide predovsetkym o tie, ktorym sa podrobnejsie venuju nasledujtce kapitoly.
Pre sirsi ivod vsak mozno pozriet aj iné zdroje — napr. [2,[1}[3]. Okrem toho sa priebezne budeme
odkazovat na zdroje dotykajtce sa jednotlivych konkrétnych tém.

Diagram na obrazku Obr.|1.1jukazuje prehlad pojmov z oblasti strojového ucenia a ¢iasto¢ne
ukazuje vztahy medzi niektorymi z nich, ¢im vznika akéasi graficka ontoldgia pre oblast umelej
inteligencie. V ziadnom pripade nie je cielom poskytnut uplny prehlad - pri si¢asnom obrovskom
a neustale narastajuicom mnozstve znalosti z predmetnej oblasti sa dokonca zda byt nemozné
poskytnut citatelovi takyto prehlad. Sustredujeme sa teda predovsetkym na metdody a pristupy,
ktoré budu v dalsom texte diskutované a na pojmy s nimi suvisiace.

Diagram moze posluzit Citatelovi ako mapa: mozno dufat, ze sa pomocou nej bude lahsie
orientovat v obsahu nasledujucich kapitol. Ako vidno, diagram zobrazuje nasledujice zakladné

oblasti:
« Fuzzy systémy - kapitola[2} « Evolu¢né metddy ;
) . . + Ucenie s odmenou ;
« Umelé neurdénové siete — kapitola [3}

« Expertné a znalostné systémy — mozno

« Grafické modely; pozriet napriklad v [1]].

Skor nez by sme diskutovali jednotlivé pristupy, je este potrebné vysvetlit niektoré zdkladné
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Obr. 1.1: Strojové ucenie — pojmy.

pojmy spolo¢né pre celt teériu strojového ucenia. Tejto tlohe venujme zvysok kapitoly.

1.1 | Zovseobecnenie

Jednym z kIucovych pojmov v tedrii strojového ucenia je pojem zovseobecnenie (angl. genera-
lization). Schopnost zovseobecrnovat je vlastnost uciaceho sa systému, ktora urcuje akym spdso-
bom a do akej miery je systém schopny na zaklade poznatkov nadobudnutych u¢enim spravne
reagovat aj na také vstupy, o ktorych sa explicitne neucil. Zovseobecnenim teda myslime schop-
nost systému extrahovat z tréningovych dat poznatky v takej forme, aby z nich bolo mozné
usudzovat aj o inych datach, resp. o inych doteraz neznamych pripadoch.

Ako priklad mozno uviest regresiu: uciaci sa systém dostava sadu dat reprezentujicu urcita
zavislost - t.j. urcité vstupy a im zodpovedajice pozadované vystupy. Systém ma potom za tlohu
identifikovat o aku zavislost ide a vytvorit regresny model, ktory umozni vypocet vystupov aj pre
iné vstupy nez boli v pévodnej tréningovej mnozine. V pripade, Ze systém spravne zovseobecnuje,

vie aj tieto vystupy urcit spravne (aspon s urcitou presnostou). Ak nezovseobecnuje spravne,
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Obr. 1.2: Je lokalne zovseobecnenie postacujuce [4]?

vysledky budd chybné.

Inym prikladom moze byt rozpoznavanie vzorov vo vstupnych datach — napriklad rozpozna-
vanie obrazu alebo rozpoznavanie reci. Je zrejmé, Ze vstupny obraz, resp. recova nahravka nebudua
v praktickej aplikacii totozné so vstupmi z tréningovej mnoziny — ¢asto sa budu lisit vyrazne.
Odlisnosti mo6zu vzniknut v dosledku rusenia, zmeny podmienok - ako je uroven osvetlenia, typ
kamery, v pripade rozpoznavania reci typ mikrofonu, re¢nik, nalada, prostredie atd.

Okrem toho sa rozlisuje medzi dvomi zakladnymi druhmi zovseobecnenia [4]]:

+ lokalne zovseobecnenie: tyka sa stavov/vstupov, ktoré su blizko seba v ramci nejakej metriky

— napr. euklidovskej vzdialenosti;
« nelokalne zovseobecnenie: tyka sa stavov/vstupov, ktoré zdielaju urcita spolo¢nu struktaru.

Ako priklad mozno uviest mobilného agenta na Obr.[1.2] ktory ma za ulohu naucit sa zato¢it
dolava ked narazi v chodbe na zakrutu dolava [4]]. Ak sa takyto agent nauci zatacat v situacii,
ktoru ukazuje lava cast obrazku, bude vediet tieto poznatky pouzit v podobnej situacii v pravej

éasti obrazku?

1.2 | Typy ucenia: rozdelenie podla typu ulohy

V tedrii ucenia sa pracuje s jednou zakladnou klasifikaciou metod ucenia, ktora jednotlivé metody
rozdeluje podla toho aky typ tlohy riesia. V zmysle tejto klasifikacie rozlisujeme nasledujtce typy
ucenia [5], [6]:

« kontrolované ucenie (resp. uCenie s ucitelom, angl. supervised learning, learning with

a teacher);

+ ucenie s odmenou (angl. reinforcement learning);



« nekontrolované ucenie (ucenie sa bez ucitela, angl. unsupervised learning, learning wit-

hout a teacher);
« ciastoéne kontrolované ucenie (angl. semi-supervised learning).

Uvedme teraz kratku definiciu pre kazdy z tychto typov.

1.2.1 Kontrolované ucenie

Charakteristickou vlastnostou kontrolovaného ucenia je, ze uciaci sa systém dostava spatnu vazbu.
Systém dostava na zaciatku typicky takzvanu tréningova mnozinu dat, ktora sa sklada z dvo-
jic (vstup, pozadovany vystup). Kedze pre kazdy vstup je znamy aj pozadovany vystup, mozno
jednoducho vypocitat nakolko sa od neho odlisuje skuto¢ny vystup uciaceho sa systému - t.j.
mozno urcit chybu.

Nasledne sa parametre systému nastavia tak, aby chybu minimalizovali, ¢im dochédza k pre-
nosu poznatkov obsiahnutych v datach do struktury a parametrov systému, teda k uceniu. Ho-
vorime, Ze systém sa naucil tréningovi mnozinu.

Vlastnosti takéhoto uciaceho sa systému sa nasledne typicky testuji na tzv. testovacej mno-
zine dat, ktora nie je podmnozinou tréningovej mnoziny, t.j. obsahuje také data, z ktorych sa
systém neucil. Takto mozno totiz otestovat ¢i systém spravne zovseobecnuje.

Treba poznamenat, Ze tento typ ucenia sa presnejsie oznacuje ako ucenie na baze korekcie
chyby. Takisto mozno konstatovat, Ze v niektorej literatire sa aj ucenie s odmenou povazuje za
jeden z typov kontrolovaného ucenia a nie za samostatna kategériu. Takémuto deleniu nechyba
vnutorna logika, kedZe ucenie s odmenou, ako uvidime, tiez operuje so spatnou viazbou, hoci v inej
podobe. Rovnako vsak ma zmysel — kedZe ucenie s odmenou a kontrolované ucenie v zmysle
ucenia na baze korekcie chyby maja podstatne odlisné aplikacie — uvazovat ich ako dve osobitné
kategorie. Ako vidno, aj my sa pridfzame tejto konvencie.

Kontrolované ucenie sa pouziva na rieSenie radu tloh — azda najvyznamnejsie su aplikacie
na regresiu — t.j. systém dostane vstupy a vystupy pre nejaku funként zavislost a ma sa naucit
modelovat tu zavislost — a klasifikaciu — systém dostane vstupné vzory a do akej triedy patria
a ma sa naucit priradit triedu ku lubovoInému vstupnému vzoru.

Priklad klasifikacie je na Obr. Ako vstup systém dostava obrazok nejakého objektu —
v tomto pripade ovocia. Ulohou je uréit o aky typ ovocia ide — priradit ku vstupnému vzoru
triedu. Obrazok ukazuje, ze vstupny obrazok sa najprv transformuje na reprezentaciu vhodnu pre
dany uciaci sa systém. Tuto fazu nazyvame predspracovanie. V ramci predspracovania sa vstupné
data zaroven typicky — pokial mozno - transformuju do takej podoby, ktora klasifikaciu ulahéi
(napr. sa prevedu do frekvencnej oblasti pomocou Fourierovej transforméacie a pod.). Vystupom

uciaceho sa systému je kod danej triedy.
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