EDICE

knihovna programatora

B Od zakladnich principu hlubokého uceni
az po pokrocilé dovednosti

B Ruzné modely klasifikace obrazu

B Hluboké uceni textu a dalSich druht sekvenci
vCetné casovych

B Prenos stylu, generovani textu
a generovani obrazu

B Nastaveni vlastniho prostredi
pro hluboké uceni

FRANCOIS CHOLLET

Deep
learning

v jazyku Python

KNIHOVNY KERAS, TENSORFLOW

MMANNING 2 GIRADA



GIRADA

EDICE

myslime v ...



knihovna programatora

FRANCOIS CHOLLET

Deep
learning

v Jazyku Python

KNIHOVNY KERAS, TENSORFLOW

GRADA
Publishing



Upozornéni pro ¢tenafe a uZivatele této knihy

Vsechna prava vyhrazena. Zadna &ast této tisténé &i elektronické knihy
nesmi byt reprodukovana a Sifena v papirové, elektronické ¢i jiné podobé
bez ptedchoziho pisemného souhlasu nakladatele.

Neopravnéné uziti této knihy bude trestné stihano.

Francois Chollet

Deep learning v jazyku Python

Knihovny Keras, TensorFlow

Ptelozeno z anglického originalu knihy Frangoise Cholleta Deep Learning with Python,
vydaného v roce 2018 nakladatelstvim Manning Publications Co, Spojené staty americké.
Original edition copyright © 2018 by Manning Publications Co.

All rights reserved.

Vydala Grada Publishing, a.s.

U Pruhonu 22, Praha 7
obchod@grada.cz, www.grada.cz
tel.: +420 234 264 401

jako svou 7230. publikaci

Pielozil: Rudolf Pecinovsky

Odborné korektura: prof. Ing. Petr Berka, CSc.
Odpovédna redaktorka: Véra Slavikova
Néavrh vnitiniho layoutu: Rudolf Pecinovsky
Zlom: Rudolf Pecinovsky

Pocet stran 328

Prvni vydani, Praha 2019

Vytiskly Tiskarny Havli¢kav Brod, a. s.

© Grada Publishing, a.s., 2019
Cover Design © Grada Publishing, a. s., 2019
Cover Photo © Depositphotos/Jirsak

Nazvy produktii, firem apod. pouzité v knize mohou byt ochrannymi znamkami
nebo registrovanymi ochrannymi znamkami prislusnych viastnikii.

ISBN 978-80-271-2751-1 (ePub)
ISBN 978-80-271-2750-4 (pdf)
ISBN 978-80-247-3100-1 (print)



Struény obsah 5

Strucny obsah

PREAMIUVA. ...t 1
POUBKOVANI ......coucvrivirircicic s 12
O KNIZE .o 13
O AULOTOVI covvrraisesesee e 17
O OBAICE ....vveveeice bbb R 18
Cast I: Zaklady hlubokého uéeni 19
1 Coje hlUDOKE UCENI? ... s 20
2 Nez zaéneme: matematické stavebni bloky neuronovych siti...............cccooovienniiniinnn, 39
3 Zadindme s NeuronoVYMI SHEMI ..............ooiiiiii s 64
4 Zaklady StrojOVENO UCENI.............ccoooiiiuriiiiiice bbb 96
Cast II: Hlubokeé uéeni v praxi 117
5 Hluboké uceni pro pocitaGove VIdENI .............cccceeeiiiiicccccsc s 118
6 Hluboké uéeni pro texty a sekvenéni data ..o 170
7 NejlepsSi praktiky pokro€ilého hlubokého uceni ... 218
8 Generativni hIUDBOKE UCENI..............covi s 247
O ZAVEI ...t 288
Cast ll: Pfilohy 309
A. Keras - jeho instalace a zavislosti Na UDUNEU .......cccoveiniininsss e e 310
B. Spusténi notebooku Jupyter nainstanci EC2 GPU...............ccccovevveinnicinninsneen s 314
C. TerminologiCKy SIOVNTK......ccvvieriiericissece s 321

REJSEIK ..ot e 327



6 Deep learning v jazyku Python — Knihovny Keras, TensorFlow

Podrobny obsah

PIEAMIUVA.........ooiii ettt b bbbt e bbbt ben e 11
Podékovani w12
O KNIZE vttt et e s bR R e 13
L@ 101 (o] (0 1Y/ TSR 17
O ODAICE ...ttt ettt bbb bbb bbb A b et bbbttt n bt 18
Cast |: Zaklady hlubokého uéeni 19
1 Coje hlUDOKE UCENI? ...t 20

1.1 Uméla inteligence, strojové uceni @ hIUDOKE UCENI ...........ccveviieiieiiicieicsescee s 21

1.1.1 Uméla inteligence (artificial intelligence).......... .21
1.1.2  Strojove UCENI......ocuuvveeierererniineireins .21
1.1.3 UCeni se reprezentaci z dat.. .22
1.1.4 Hioubka v hlubok&m UCeN| ...........rvvererernrecis 24

1.1.5 Pochopeni toho, jak hiuboké uceni funguje, ve tfech krocich .
1.1.6 Ceho hluboké uceni dosud doséhlo.

1.1.7 Nevéfte kratkodobému humbuku..... .28
1.1.8 PHSID Al ..o .29
1.2 Pred hlubokym uéenim: stru¢na historie strojovEho UCENI..........ccccceveiiiiieicise e 29
1.2.1 Pravd@podobnostni MOGEIOVANT ..........ccuuivuiiiiiiiiiiiisetissii ettt bbbttt 30
1.2.2 Rané neuronoveé Sité..............c..... .30

1.2.3 Jadrové metody (kernel methods)
1.2.4 Rozhodovaci stromy, ndhodné lesy a stroje na posileni gradientu.
1.2.5 Zpétk neuronovym Sitim........c.cocevcrernerncrnernereneeseseis .32
1.2.6 Co déla hluboké uceni odlisnym......

1.2.7 Krajina moderniho strojového uceni .34

1.3 Pro€ hluboké uceni? Pro¢ ted? ........... .34

1.3.1 Hardware.. .35

132 Data..... .36

1.3.3 Algoritmy........... .36

1.3.4 Nova vina investic................ .37

1.3.5 Demokratizace hIUDOKENO UCENT. ...t 37

136 BUAE 10 TIVAL? w..ooieeiiiiici bbb 37

2 Nez zaéneme: matematické stavebni bloky neuronovych siti..............ccccooeiniinciniinnn, 39
2.1 Prvni pohled N@ NEUMONOVOU STt .........cuieeiriiieicircieieicieet ettt bbbt

2.2 Reprezentace dat pro neuronové sité . .
2.2.1 SKAIATY (0D TBNZOMY)...rvurirrrerrreeesresessessssssessessesssssssssessessssssssssssessesssssessessessassssssessassessssssessessesssssssssessessassanssessessnsans
2.2.2 VEKIOTY (1D tENZOMNY)...cuueerreririeieeeseisestseesessesssessbe bbb bbb bbb bbb
2.2.3 Matice (2D tenzory) .....cccoverrvrererrerrerenns .
2.2.4 3D tenzory a vicedimensionalni tenzory..

2.2.5 KIiCové atributy .........cocovererreininiinennns .

2.2.6 Manipulace s tenzory v NumPy .45
2.2.7 Pojem davek dat.........covverrernrnrenrnnininns .46
2.2.8 Priklady datovych tenzorli v redlném svété . .46
2.2.9 VEKIOrOVA data ...........oevvvvvevesnrrrivirinnnnns .47
2.2.10 Casoveé fady Nebo SEKVENENT ALA.........cceuurieriiiieii ettt 47
2.2.11 OBFAZOVA LA .....vuvveiesirsiseiseiseiseise sttt s bbb bbb 48

2.2.12 VIABO GALA. vvuvvuveerrireriseesessessesssesessesssss s ssess sttt st Rt 48



Podrobny obsah 7

2.3 Nastroje neuronovych siti: tENZOTOVE OPEIACE...........ceurvieieierierieiesieissie sttt essesnbns 49
2.3.1 Operace po prvcich
2.3.2 VYSIlANT (BrOAACASIING) ....vvovvoreeresresresesssssssessessessssssessessesssssssssessesssssssssessessessssssessessesssssssssessessansssssessessassssssessessassanes 50
2.3.3 TENZOTOVY SOUGIN ....couvvuiesieaisseisseeseese s s bbb 51
2.3.4 Zména tvaru tenzoru (Tensor reshaping) ...... .53

2.3.5 Geometricka interpretace tenzorovych operaci. . 54
2.3.6  Geometricka interpretace hIUDOKENO UCENI..........cuuvviirireieieississ ettt nsees 55
2.4 Motor neuronovych siti: optimalizace zaloZena Na gradientU ..............ewrrerrrrerrereinerneneessnsenseseeseeseeessssseees 56
241 COJE AMVACE? ..ot ssies .57

2.4.2 Derivace tenzorové operace: gradient...

2.4.3 Stochasticky gradientni sestup ...........c...... ...5b8

2.4.4 Zfetézeni derivaci: algoritmus zpétného Sifeni.. .. 61

2.5 Ohlédnuti se na prvni pfiklad ...........cccoeureeenee. .61

2.8 SHIMNULT KPIEOIY ...vvrvvveireieiie ettt 62

3 Zacgindme s NEUroNOVYMI SIEMI ...........cccccviiiiirce s s 64

3.1 Anatomie neuronové sité ............ .65
3.1.1 Vrstvy: stavebni bloky hlubokého u¢eni .65
3.1.2 MOdely: SHE VISIEV ..o ... 66
3.1.3  Ztratové funkce a optimalizatory: Klice pro konfiguraci u¢ebniho procesu... . 67

3.2 Uvod do frameworku KEras..........oceeeeeerirniniininineeneseeesssssssnens .67

3.2.1 Keras, TensorFlow, Theano, and CNTK....
3.2.2 Vyvojs frameworkem Keras: rychly prehled..

3.3 Nastaveni pracovni stanice pro hluboké UCeni ..........ccoccoeeurerireunicireenireenen. .70
3.3.1 Notebooky Jupyter: doporuceny zplisob pro experimenty s hlubokym ucenim e 11
3.3.2  Spusténi frameworku Keras: dv& MOZNOSti ...........cuevvieniveeirniineineieinineinein e 71
3.3.3  Spousténi hlubokého uéeni v cloudu: klady a zapory ... e 11
3.3.4  Jaka je nejlepsi GPU pro hluboké ueni?...........coccc.u... e 12

3.4 Hodnoceni filmovych recenzi: Pfiklad binarni klasifikace .. 12
3.4.1 Datovd mnozina IMDB ........c.ccouevmrerermineeenerieeinenenns w12
3.4.2 Pripravadat................ .13
3.4.3 Vytvareni vasisité.......... 74

3.4.4 Ovéfeni vadeho pfistupu....

3.4.5 Pouziti naucené sité pro generovani predikci pro nova data ...80
3.4.6 DalSi XPEIMENTY ..o eeeeees .81
34T SHINULT ... .81

3.5 Klasifikace novinek: pfiklad klasifikace do vice tfid .81
3.5.1 Soubor dat REULETS...........covnrinrinrinrisrierienins . 82
3.5.2 Pfipravadat............ . 82
3.5.3 Vytvoreni vasi sité.......... .83
3.5.4  OVEFENT VASEN0 PIISIUDU . ....vvivuierieeeisiiiteie ittt bbb 84
3.5.5 Generovani predikCi Pro NOVA GALA............ov.eieeirriiieieieiseee i bbb 87
3.5.6 Jiny zplsob manipulace s oznagenimi tfid a ztratou. .. 87
3.5.7 Dulezitost dostatecné velkych mezivrstev ............. .. 87
3.5.8 Dalsi experimenty .......cocveeveeneeneenees ... 88
35.9  ShMULT ....ovvvrerrirerirerseesieeieens ... 88

3.6 Predikce cen nemovitosti: pfiklad regrese.... .89
3.6.1 Datova mnoZina cen bydleni v Bostonu .... ...89
3.6.2 Pripravadat........cccoouvininiincinniniinenens ... 89
3.6.3  Vytvoreni vaSi Sité..........ccouvveenerneeneinneneneneeens ...90
3.6.4 Ovéfeni vadeho pristupu pouzitim k-nasobné validace. .91
3.8.5  ShINULT...ovveceeericeeieee s ... 95

3.7 SHIMULT KAPIOIY......cvvveveivieteiesete ettt bbbttt s s 95

4 Zaklady StrojoVENO UCENI............c.oovviviiiiiii s 96

4.1 Ctyfi vétve strojoveho uCeni..........c.covvvvnciinrirninnn, ..96
4.1.1 Rizené uceni (ueni s ucitelem, supervised leaming)....... ... 96
4.1.2 Nefizené uceni (u€eni bez ucitele, unsupervised learning) .. . 97
4.1.3 Samofizené uceni (self-supervised leaming).................... .97
4.1.4 Posilované ugeni (reinforcement learning)

4.2 Vyhodnoceni modeltl StrojOVEN0 UCENI ........c.ccvieieiiiecsie ettt
4.2.1 Trénovaci, validacni a testovaci mnoziny..
4.2.2 Ve&ci, které je tfeba mMit Na PAMBLi..........c.cvcricrcicsc

4.3 Predzpracovani dat, konstrukce pfiznak( a uéeni se pfiznakli .........cccoveviiiniiesecse s 103

4.3.1 Predzpracovani dat Pro NEUMONOVE SItE...........ccceeuererirrirnirissssisisiesssssssss s st sssssssessessessssssessessassnsans 103



8 Deep learning v jazyku Python — Knihovny Keras, TensorFlow

4.3.2 Konstrukce pfiznakl (feature enginEeriNg)........couuvwvuervuerurreierieriserssesssesiessessesse sttt
4.4 Preuceni (overfitting) a poduceni (underfitting) .
4.4.1 REAUKCE VEIKOSE STt ........oouvriiireriecieierei sttt
4.4.2  PFAANT VANOVE TEGUIAMIZACE. ........cveeveeieieietieiiiistts bbbttt
4.4.3  Pridani vypadKu...........coneeeveneeeennerierineens
4.5 Univerzalni pracovni postup strojového uceni... .
4.5.1 Definice problému a sestaveni datove MNOZINY ............cciuiuriernieeiessisssssseseesessssssessessessssssssssssssssssssens 112
4.5.2 VYDEN MINY USPECRUL.....vvevieieiisieiiisss ittt 113
4.5.3 Rozhodovani o evaluacnim protokolu.. .. 113
454 PHPrava dat......cccoovencieinininensiseneseeisisseiein 113
4.5.5 Vyvoj modelu, ktery je lepSi nez ndhodny Klasifikator . 113
4.5.6 Rozsifovani: vyvijeni pfeu¢eného modelu............... 115
4.5.7 Regularizujte sviij model a vyladte hyperparametry ... 115
4.6 SIMULT KAPITOIY 1.vvecvivticisiieieise ettt bbb bbbttt s b 116
Cast II: Hluboké uéeni v praxi 117
5 Hluboké uéeni pro poCitaGove VIAENI ..............ccccvveeriinicsrces e 118
5.1 Sezndmeni s CNN .......cccocvvvvriverrinnnnn. ..118

5.1.1 KonvoluCni OPerace........cocvrrerreeeeeresesseneeens .. 121
5.1.2 Operace sdruzovani dle maxima (max-pooling).. . 124
5.2 Trénovani CNN od nuly na malé mnoZziné dat.......... ..126

5.2.1 Vyznam hlubokého uceni pro tlohy s malymi daty..
5.2.2 StaZenidat...
5.2.3 Vytvoreni sité........
5.2.4 Predzpracovanidat.........cccccoounirneennn.

5.2.5 Pouziti rozSifeni dat (data augmentation)

5.3 Pouziti pfedtrénované CNN.... ..139
5.3.1 Extrakce pfiznaka......... ... 139
5.3.2 Jemné doladéni.... ... 148
533 SIINUL ...tk 152

5.4 Vizualizace toho, €0 S8 CNN NAUCST ........cuiviviviiieicccs ettt en e 153
5.4.1 Zobrazeni pribéznych aktivaci ...

5.4.2 Vizualizace filtrd CNN...................
5.4.3 Zobrazeni teplotnich map aktivaci Ay ..o s 165
5.5 SHIMULT KPILOIY ..ottt 169
6 Hluboké uceni pro texty a sekvenéni data ...............cccocovvirvniicniccc e 170

B.1 Prace S TEXIOVYMI QALY ....vurerrereirrereieiieerreereieesseee sttt ettt sttt essessns 171
6.1.1 Kédovani slov a znaki kodem 1-z-n .G 172
6.1.2  POUZIti VNOTENI SIOV .....ocvrcveiiieireieieieseieee i 174
6.1.3 Davame to dohromady: od surového textu k vnofeni slov... ... 178
B.1.4  SHINUL ..o ... 184

6.2 Pochopeni rekurentnich neuronovych siti .. ....185
6.2.1 Rekurentni vrstvy v Keras........cccoe.uu.. ... 187

6.2.2 Pochopeni vrstev LSTM a GRU...

6.2.3 Konkrétni piklad LSTM v Keras.. ...193
6.2.4  SHIMULT .coovvrnrieciriseen i ...194
6.3 Pokro€ilé pouzivani rekurentnich NeUronOVYCh Siti............erurieiririiree e 195
6.3.1  ProbIEM PrEAIKCE TEPIOL.........ceuurireircireireiseiseise etk 195
6.3.2 Pripravadat.......ccccooovininnrinnininenenns .. 197

6.3.3 Zdravy rozum jako referen¢ni hodnota
6.3.4 Zakladni pfistup ke strojovému uceni..

6.3.5 Prvni rekurentni referenéni hodnota................. ...202
6.3.6 Pouziti rekurentniho vypadku v boji proti pfeuceni.. ...203
6.3.7 Stohovani rekurentnich Vrstev...........ccocoverneennes ....205
6.3.8 Pouziti obousmérnych RNN...... ....205
6.3.9  POKIACUIME JESIE GAIE .......vvueeeeiseiee bbb 209
B.3.10 SHINULT ...ttt bbbt bbb bbb s bbb Rttt nen 209
6.4 Zpracovani sekvenci s CNN........cccocovvvviiennas ..210

6.4.1 Pochopeni 1D konvoluci pro sekvenéni data...
6.4.2 1D SAruZovani Pro SEKVENENT Aata.........ccceurrreririeiniesissssiesssssssse ettt nsnes 211
6.4.3  IMPIEMENTACE 1D CNN L...oviiiiiiieisciseeeeee bbb bbb 211
6.4.4 Kombinace CNN a RNN pro zpracovani diounych SEKVENCI...........cceeiiiiiiiineineiseseissisessiseissississseees 213



Podrobny obsah 9

B.4.5  SHINULT ...ttt 217

6.5 SHIMULT KAPIOIY......cvvsiveieisctiiiesctsie et 217

7 NejlepSi praktiky pokro€ilého hlubokého u€eni ... 218
7.1 Zaramec sekvencniho modelu: funkcionalni APIKEIas..........coccvvieiiiesiiscniscesse s sessssesssnnas 218
7.1.1 Uvod do funkcionlnho API... .221

7.1.2 Modely s vice vstupy.......... . 222

7.1.3 Modely s vice WStUpY .....cccocereennee . 224

7.1.4 Orientované acyklické grafy vrstev .. 226

7.1.5 Sdileni vah VIStvy ......cocrvrvrnrirennns . 230

7.1.6 Modely jako vrstvy..
7.1.7 Shrnuti

7.2 Kontrola a sledovani modelt hlubokého u€eni pomoci zpétného volani a frameworku TensorBoard.
7.2.1  Pouziti zpétnych volani k ovlivnéni modelu b&hem trénovaANi...........cccccuvviiicvviisssiisssiinnns . 232
7.2.2 Uvod do TensorBoard: vizualizaéni framework TensorFlow.....
7.2.3 SHINUL oo

7.3 Ziskani maxima z vasich model( ...
7.3.1 Pokrocilé architektonické vzory..
7.3.2 Optimalizace hyperparametrd....
7.3.3 Kombinovani model .............
7.3.4 Shmuti.....ccccovvenne

7.4 Shrnuti kapitoly..............

8 Generativni hIUDOKE UCENI ............ccocveviiceiie ettt

8.1 GENETOVANT TEXIU S LSTM ..o.vuuiiuiiueiieiecieiieiesi bbb bbb
8.1.1 Strucna historie generativnich rekurentnich siti
8.1.2 Jak generovat sekvencni data...........ccocvenennne .
8.1.3 Dulezitost strategie VYDEIU PFKIAAU. ..o
8.1.4 Implementace LSTM generatoru textu na Grovni ZNaKU.............c.ceveeveriinrrieiierierieriesiesiesseseesssessesssenseneenens 251
815 ShINULT....cvvrrvercrieiireriercers s .. 256

8.2 DeepDream.......covevneinninesnnenninns ..256
8.2.1 Implementace DeepDreams v Keras..... .. 257
8.2.2 ShIMULT ... .. 263

8.3 Neuronovy prenos stylu. .263
8.3.1 Ztrataobsahu..... .. 264

8.3.2  Ztrata Stylu......ccooeererrerrnrirneinns .. 264
8.3.3  Neuronovy prenos stylu v Kerasu.. .. 265
8.3.4  SHMULT ... 271

8.4 Generovani snimkd s variaénimi autoenkodeéry ..

8.4.1 Vybér pfikladl z latentnich prostort obrazkd . 271
8.4.2 Koncepéni vektory pro Upravu obrazkd ......... . 272
8.4.3 Variacni autoenkodéry ...........cc.cc.e. . 273
8.4.4  ShINULT ... 279

8.5 Uvod do generativnich soupeficich siti. .
8.5.1 Schematicka implementace GAN....... .. 281
85.2 SaCek trikl......oovvveerrrirrricninns .. 281
8.5.3 Generétor.......
8.5.4 Diskriminator ..

8.5.5 Soupefici Sité .......cccovrrrnn .. 284

8.5.6 Jak natrénovat svoji DCGAN . . 284

8.5.7 Shmuti....ccooevvereiirniis .. 286

8.6 Shrnuti kapitoly... ..287

O ZAVEI ...t 288

9.1 Prehled KIIEOVYCh POJMU ...vouvercerricireereisieis et ses st ssensensans 288
9.1.1 Razné pristupy k Al
9.1.2 Co déla hluboké uceni zvlastnim v oblasti strojového uceni.
9.1.3 Jak uvazovat o hlubok&m ugeni.........c.c.couvevvvvernrrreriinnnns
9.1.4 KliCové technologie..........ccceeenee
9.1.5 Univerzalni postup strojového uceni..
9.1.6 Klicové sitové architektury............. .
9.1.7  PIOSIOT MOZNOSH .....vvovvveiesaeiseessseeseessesesses st

9.2 OMezeni hIUDOKENO UCENI ......c.cvueeiiciciiieieisie ettt
9.2.1 Riziko antropomorfizace modelli strojového uceni
9.2.2 Mistni generalizace vs. extrémni generalizace ..... .
9.2.3 SHINULT ..o



Deep learning v jazyku Python — Knihovny Keras, TensorFlow

9.3 Budoucnost hIUDOKENO UCENT ... 300
0.3.1  MOGEIY JAKO PIOGIAMY .....ovvieiirieseeseiseseseiesseesses e ss bbbt 301
9.3.2  Za zpétnym Sifenim a diferencovatelnymi VISIVAMI..........cvvereiiiieiseiseisei s 302
9.3.3  Automatizovang Strojové UCENI ...........veererrereerneeeneieeeieeienes ..303

9.3.4 Celozivotni u¢eni a modularni opakované pouziti podprogramu ..
9.3.5 DIOUNOUODA VIZE........couvirerieirericeree s

9.4 Zstante v obraze v rychle se vyvijejici oblasti . ..305
9.4.1 Praxe na redlnych Glohach pomoci Kaggle ..... ..306

9.4.2 Prectéte si 0 nejnovéjsim vyvoji na arXiv.... ..306

9.4.3  Prozkoumejte EKOSYSIEM KEIAS. .........ririiriireireireiseiseisssisss et ses bbb bbb bbb 306

0.5 ZAVETEENE SIOVO.......uviiiiieieiciie bbb 307
Cast lll: Prilohy 309
A. Keras - jeho instalace a zavislosti Na UDUNEU ........cc.crieiniisciceess e 310
A.1 Instalace VEAeCkE Sady PYtONU ........cccciviiiiiieiiceisess st 311

A.2 Nastaveni podpory GPU
A.3 Instalace Theano (volitelnd)
A4 INSEAIACE KBTS .....eeeieieeesei ettt bbbt b bt

. Spusténi notebooku Jupyter na instanci EC2GPU.............
B.1 Co jsou notebooky Jupyter? Pro¢ je provozovat GPU na AWS? ....
B.2 Pro¢ byste nechtéli pro hluboké ugeni pouZivat Jupyter na AWS?.
B.3 Nastaveni instance AWS GPU ........cccocvvimeninrneeneeneereereenenn.
B.3.1 Konfigurace Jupyteru
B4 INSEAIACE KBTS .....couvueeeieiecicie ettt bbb
B.5 Nastaveni mistniho pfesmérovani portu.
B.6 Pouziti Jupyteru z vaSeho ProhliZECE ...
. TerminOIOGICKY SIOVNIK ........cviieiiiriiiiriesise s

C.1 Pouzivané zkratky
C.2 Anglicko-esky

REJSEIK ... .ot R et



Pfedmluva 11

Pfedmluva

Drzite-li tuto knihu v ruce, jste si asi védomi mimofadného pokroku, jehoZ hluboké uceni pro
oblast umélé inteligence v neddvné dobé dosahlo. Za pouhych pét let jsme piesli z témet
nepouzitelného rozpoznavani obrazl a ptrepisu fe¢i k nadlidskému vykonu pii feSeni téchto aloh.

Dusledky tohoto nahlého pokroku se tykaji témét kazdého odvétvi. Abychom vs§ak mohli
zadit rozsifovat technologii hlubokého uceni na vSechny problémy, které by mohla pomoci
vytesit, musime ji zpfistupnit co nejvice osobam, v¢etné zajemcti z fad laiki, ktefi nejsou
vyzkumnymi pracovniky nebo absolventy univerzit. Aby mohlo hluboké uéeni dosahnout
svého plného potencialu, musime je radikalné demokratizovat.

Kdyz v bfeznu 2015 vysla prvni verze frameworku pro hluboké uéeni Keras, demokratizace
roz§ifeni Al (Artificial Intelligence — uméla inteligence) nebyla to, co jsem mél na mysli.
Nekolik let jsem provadél vyzkum strojového uceni a postavil Keras, aby mi pomohl s vlast-
nimi experimenty. Ale v pribéhu let 2015 a 2016 vstoupily do oblasti hlubokého uceni desitky
tisic novych lidi; mnozi z nich pouzili Keras, protoZe to byl — a stile je — nejsnadngjsi
framework pro zacate¢niky. Kdyz jsem sledoval, jak mnoho nové pfichozich pouziva Keras
ne¢ekanymi a efektivnimi zpisoby, zacéal jsem se starat o dostupnost a demokratizaci Al.
Dostupnost se rychle stala jasnym cilem pfi vyvoji frameworku Keras a béhem nékolika malo
let se komunit¢ vyvojara frameworku Keras podatilo dosdhnout fantastickych uspécha.
Hluboké uceni jsme dostali do rukou desitek tisic lidi, ktefi je nasledn¢ pouzivaji k feSeni
zavaznych problému, o nichZ jsme donedévna ani neveédéli, Ze existuji.

Kniha, kterou drzite, je dalSim krokem k zpfistupnéni hlubokého uceni co nejvétsimu poctu

lidi. Keras vzdy potieboval doprovodny kurz pro osvojeni zakladt hlubokého uéeni, vzori jeho
vyuziti a osvédéenych postupti pro hluboké u€eni. Tato kniha je moji nejlepsi snahou vytvotit
takovy kurz. Napsal jsem ji se zaméfenim na to, aby koncepce hlubokého uceni a jejich
implementace byly co nejvice pfistupné. Piitom jsem nechtél délat zadna hloupa zjednoduseni,
protoZe pevné vétim, ze v hlubokém uceni neexistuji zadné obtizné principy. Doufam, Ze tuto
knihu ocenite a Ze vam umozni zacit vytvaiet inteligentni aplikace a fe$it problémy, které pred
vami stoji.
Poznamka piekladatele a redakce k nadzvu knihy: V piedkladané publikaci se snaZime
maximalné dodrzovat ¢eskou terminologii, ale u nazvu knihy jsme dali piednost anglickému
terminu Deep learning. Domnivame se, Ze je ve v&tSim povédomi mezi ¢tenafi nez jeho Sesky
ekvivalent Hluboké uceni.
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Podekovani

Rad bych pod&koval komunité¢ Keras za to, Ze mi umoznila tuto knihu napsat. Keras se
rozrostla o stovky piispévateli otevieného zdrojového kodu a vice nez 200 000 uZivateld. Vase
ptispévky a zpétna vazba zménily Keras na to, co je dnes.

Také bych rad podékoval spolecnosti Google za podporu projektu Keras. Bylo skvélé vidét,
Ze Keras byl ptijat jako API knihovny TenzorFlow. Bezproblémové integrace mezi programy
Keras a TenzorFlow velmi prospiva uzivatelim obou produkti a déla hluboké uceni
maximalné pfistupné.

Chci podékovat lidem ze spole¢nosti Manning, kteti na této knize pracovali: mezi né patii
vydavatel Marjan Bace a vSichni v redakénich a produkénich tymech, piedevsim Christina
Taylor, Janet Vail, Tiffany Taylor, Katie Tennant, Dottie Marsico a mnoha dalSich, kteti
pracovali v zakulisi.

Velké diky patii i technickym lektortim, které vedl Aleksandar Dragosavljevi¢. Patii mezi
né Diego Acufia Rozas, Geoff Barto, David Blumenthal-Barby, Abel Brown, Clark Dorman,
Clark Gaylord, Thomas Heiman, Wilson Mar, Sumit Pal, Vladimir Pasman, Gustavo Patino,
Peter Rabinovi¢, Alvin Raj, Claudio Rodriguez, Srdjan Santic, Richard Tobias, Martin Verzilli,
William E. Wheeler a Daniel Williams. Sou¢asné dékuji ptispévatelim fora. Jejich piispévky
upozortiovaly na technické chyby, chyby v terminologii, pieklepy a navrhovaly dalsi témata.
Kazdé prezkoumani a kazdy kus zpétné vazby provedené prostiednictvim témat fora formoval
rukopis.

Za technickou stranku zasluhuje zvl&stni podékovani Jerry Gaines, ktery pracoval jako
technicky redaktor knihy; a Alex Ott a Richard Tobias, ktefi pracovali jako techniéti korektori
knihy. Jsou to nejlepsi techniéti redaktofi, v néz jsem mohl doufat.

Nakonec bych chtél vyjadfit svou vdé¢nost své manZelce Marii za to, Ze mne velmi
podporovala béhem vyvoje frameworku Keras a psani této knihy.
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Tato kniha byla napsana pro kazdého, kdo by chtél zkoumat hluboké uceni od zacatku nebo
roz§itit své chapani hlubokého uleni. At uZ jste prakticky inZenyr pracujici na strojovém
uéeni, vyvojaf softwaru nebo vysokoskolsky student, najdete na téchto strankach cenné
informace.

Tato kniha nabizi praktickou ptiru¢ku hlubokého uéeni. Vyhyba se matematické notaci,
misto toho upfednostiiuje vysvétleni kvantitativnich koncepti pomoci koédovacich nastrojt
a budovani praktické intuice tykajici se zdkladnich myS$lenek strojového uceni a hlubokého
uceni.

Naucite se z vice nez 30 piikladi kodu, které obsahuji podrobné komentaie, praktickd
doporuéeni a jednoduchd vysvétleni v3eho, co potiebujete védét, abyste mohli zadit pouzivat
hluboké uceni k feseni konkrétnich problému.

Piiklady kédu pouzivaji Python a Keras pro hluboké uceni, s TenzorFlow jako backen-
dovym enginem. Keras, jeden z nejpopularngjsich a nejrychleji se rozvijejicich hlubokych
uéebnich frameworkd, je Siroce doporucovan jako nejlep$i nastroj pro zaéatek s hlubokym
ucenim.

Po pieéteni této knihy budete dobte chapat, co je hluboké uceni, kdy je pouZitelné, a jaka
jsou jeho omezeni. Budete obeznameni se standardnim pracovnim postupem pro feSeni Uloh
strojového uceni a budete védét, jak fesit bézné se vyskytujici problémy. Budete moci vyuzit
Keras k feseni problému v realném svéte, od pocitacového vidéni aZ po zpracovani piirozeného
jazyka: Klasifikaci obrazka, predikci ¢asovych tdaji, analyzu nazorl, generovani obrazl
a textl a dalsi.

Komu je kniha urcena

Tato kniha je napsana pro lidi, ktef{ maji zkuSenosti s programovanim v Pythonu a ktefi chtéji
za&it se strojovym a hlubokym ucenim. Tato kniha viak mizZe byt cennd i pro mnoho dalSich
ctenarl:

e Jste-li datovy odbornik pracujici se strojovym ucenim, poskytne vam pevny a prakticky
uvod do hlubokého udeni, nejrychleji se rozvijejici a nejvyznamnéjsi podskupiny
strojového uceni.

e Jste-li odbornik na hluboké uceni, ktery by chtél zacit s frameworkem Keras, objevite v knize
nejlepsi rychlokurs.

e Jste-li vysoko$kolsky student studujici hluboké uceni ve forméalnim prostiedi, vyuZijete
tuto knihu jako prakticky doplnék k l4tce, ktery vdm pomahé poznat a pochopit chovani
hlubokych neuronovych siti, a seznamite se s kliGovymi osvédéenymi postupy.
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Rozdéleni textu

Kniha je rozdélena do dvou ¢asti. Nemate-li Zadné predchozi zkuSenosti se strojovym ucenim,
dtirazné doporuduji, abyste dokonéili prvni ¢ast predtim, neZ se pustite do druhé ¢asti. Zaéneme
jednoduchymi ptiklady a postupné se budeme piibliZovat sou¢asnému stavu téchto technik.

Prvni ¢ast predstavuje uvod do hlubokého uceni, poskytuje kontext a definice a vysvétluje
vSechny pojmy, které jsou zapotfebi k tomu, abychom mohli za¢it se strojovym uéenim
a neuronovymi sitémi.

e Kapitola 1 piedstavuje zadkladni znalosti o kontextu a pozadi v oblasti Al, strojového
uceni a hlubokého uceni.

e Kapitola 2 uvadi zakladni koncepty nezbytné pro piiblizeni se k hlubokému uceni: tenzory,
tenzorové operace, gradientni sestup a zpétné Sifeni. V této kapitole je také uveden prvni
piiklad prace pracujici neuronové sité.

e Kapitola 3 obsahuje vSe, co potiebujete k tomu, abyste mohli zacit s neuronovymi sitémi:

— (vod do frameworku Keras, naseho rdmce pro hluboké uéent;
— pravodce pro nastaveni pracovni stanice;

— atfi zakladni priklady koda s podrobnymi vysvétlenimi.

Na konci této kapitoly budete moci trénovat jednoduché neuronové sité pro zpracovani
klasifika¢nich a regresnich Uloh a budete mit pevnou piedstavu o tom, co se d&je v pozadi
pfi jejich trénovani.
e Kapitola 4 zkoumd univerzalni pracovni postup. Dozvite se také o béznych nastrahach
a jejich fesenich.
Druhd cast se podrobné zabyva praktickymi aplikacemi hlubokého uceni v oblasti
pocitacového vidéni a zpracovani prirozeného jazyka. Mnoho z ptikladli uvedenych v této ¢asti
mize byt pouzito jako Sablony pro feSeni problém, se kterymi se setkate v praxi hlubokého
uceni v redlném svete.
e Kapitola 5 zkouma fadu praktickych prikladd pocitacového vidéni se zaméfenim na
klasifikaci obrazu.
e Kapitola 6 poskytuje praktické postupy pro zpracovani sekvencnich dat, jako je text
a Casové fady.
e Kapitola 7 uvadi pokrocilé techniky pro vytvareni nejmodernéjSich modeld hlubokého
uceni.
e Kapitola 8 wvysvétluje generativni modely: hluboce ucici modely schopné vytvaret
obrazky a text, s n¢kdy prekvapive uméleckymi vysledky.
e Kapitola 9 je vénovana konsolidaci toho, co jste se naucili v celé knize, stejné jako
otevieni perspektiv ohledné omezeni hlubokého uceni a zkoumani jeho pravdépodobné
budoucnosti.

Potiebné vybaveni

Vsechny piiklady kodu v této knize pouzivaji framework Keras (https:/Keras.io), ktery je
open-source a je zdarma ke stazeni. Budete potfebovat pocita¢ se systémem typu UNIX. Je sice
mozné pouzit i Windows, ale nedoporucuji to. Piiloha A Keras — jeho instalace a zavislosti na
Ubuntu na stran& 310 vas provede celym nastavenim.
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Také doporucuji, abyste méli ve svém pocitaci nejnovéjsi GPU NVIDIA, jako je naptiklad
TITAN X. Neni to nutné, ale umozni vdm spoustét ptiklady kodu nékolikrat rychleji a zlepsi to
vaSi zkuSenost s jejim pouzitim. DalSi informace 0 nastaveni stanice pro hluboké uceni
naleznete v podkapitole 3.3 Nastaveni pracovni stanice pro hluboké uceni na strané 70.

Nemate-li pfistup k pracovni stanici s novou grafickou kartou NVIDIA, miZete pouzit
cloudové prostiedi. Zejména miizete pouzit instance sluzby Google Cloud (napftiklad instance
typu nl-standard-8 s dopliikem NVIDIA Tesla K80) nebo instance GPU Amazon Web Services
(AWS — naptiklad instanci p2.xlarge). Pfiloha B _Spusténi notebooku Jupyter na instanci EC2
GPU na strané¢ 314 podrobné& popisuje jeden mozny pracovni postup, ktery spousti instanci
AWS prosttednictvim virtualnich notebookt Jupyter dostupnych ve vaSem prohlizeéi.

Doprovodné programy

Vsechny piiklady kddu v této knize jsou k dispozici ke stazeni jako notebooky Jupyter ze
stranek knihy www.manning.com/books/deep-learning-with-python a na serveru GitHub na adrese
https://github.com/fchollet/deep-learning-with-python-notebooks.

Forum knihy

Zakoupenim knihy zisk&vate bezplatny piistup k soukromému webovému foru, spravovaném
nakladatelstvim Manning Publications, kde miZete komentovat knihu, klast technické otazky
a obdrzet pomoc od autora a od ostatnich uzivatelti!. Chcete-li vstoupit do fora, piejdéte na
webovou stranku https://forums.manning.com/forums/deep-learning-with-python. O jednotlivych férech
spole¢nosti Manning a o pravidlech chovani na nich se muZete dozvédét na adrese
https://forums.manning.com/forums/about.

Zavazek spoleénosti Manning vii¢i na$im Gtenaiim je poskytnout misto, kde se mizZe
uskutecnit smysluplny dialog mezi jednotlivymi ¢tendfi a mezi Ctenafi a autorem. Nejedna se
o zavazek k zadné konkrétni ucasti ze strany autora, jehoz piispévek do foéra zistava
dobrovolny (a neplaceny). DoporuCujeme vam, abyste pokladali naro¢né otazky, aby svilj
zajem neztratil! Forum a archivy pfedchozich diskusi budou piistupné z webovych strdnek
vydavatele, dokud bude kniha v prodeji.

Pouzité typografické konvence

K tomu, abyste se v textu Iépe vyznali a také abyste si vykladanou latku lépe zapamatovali,
pouzivam né€kolik prostfedkii pro odliSeni a zvyraznéni textu.

Terminy Prvni vyskyt néjakého terminu a dalsi texty, které chci zvyraznit, vysazuji tuéné.

Nazev Néazvy firem a jejich produktt vysazuji kurzivou. Kurzivou vysazuji také nazvy
kapitol, podkapitol a oddil, na které se v textu odkazuji.

1 Bohuzel, pouze anglicky.
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